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Zusammenfassung
Der Beitrag untersucht, wie Erwartungsbildung mit Hilfe neuronaler Net-
ze modelliert werden kann. Die Grundlage bildet ein Cobweb-Modell, in
dem Firmen Preiserwartungen auf Basis eines Feedforward-Netzes bilden.

Zunächst wird anhand von Simulationen gezeigt, daß Firmen durch neuro-
nale Erwartungsbildung approximativ rationale Erwartungen bilden können. Im
Gegensatz zur Hypothese rationaler Erwartungen ist dafür die Kenntnis des rele-
vanten Modells nicht mehr erforderlich, lediglich Beobachtungen des Marktpreises
und der ihn beeinflussenden Variablen vergangener Perioden werden benötigt.

Abschließend erfolgt eine allgemeine Analyse neuronalen Lernens. Es ist
möglich, Bedingungen dafür abzuleiten, daß die neuronalen Erwartungen
der Firmen asymptotisch mit rationalen Preiserwartungen übereinstimmen.
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1. Einf ührung

NeuronaleNetzeerfreuensich im Rahmender ökonomischenForschunginzwischenei-
nerrechtgroßenBeliebtheit.InsbesonderewerdensiefürempirischeFragestellungen,wie
zumBeispielfür die Prognosevon Zeitreihenverwendet.1 Der Grundhierfür ist wohl in
ersterLinie darinzusehen,daßVerfahrenwie denneuronalenNetzen,die im Rahmender
ForschungenzurkünstlichenIntelligenzentwickeltwurden,zugetrautwird, Wirkungszu-
sammenḧangezwischenVariablenzu

”
erlernen“ , ohnedaßhierfür irgendwelcheVorin-

formationenbez̈uglich destats̈achlichzugrundeliegendenZusammenhangserforderlich
sind.Zwar ist ein solcherAnspruchandie Leistungsf̈ahigkeitneuronalerNetzeüberzo-
gen,undesexistierenaucheineganzeReihevon Arbeiten(z. B. Arminger (1994)),die
zeigen,daßneuronaleNetzewie ökonometrischeModelleaufgefaßtundauchformal als
solchebehandeltwerdenkönnen.Dennochist vermutlichgeradedie neuronalenNetzen
zugeschriebeneFähigkeit,lernenzu können,eineErklärungfür die Faszination,die von
ihnenausgeht.

Der vorliegendeBeitragknüpft an dieserStellean und gehtder Fragenach,inwie-
weit neuronaleNetzegeeignetsind,die Erwartungsbildungvon Wirtschaftssubjektenzu
modellieren.Ausgangspunkthierbeiist dieHypotheserationalerErwartungsbildung.Das
Bilden rationalerErwartungensetztseitensderbetrachtetenWirtschaftssubjekteein au-
ßerordentlichesVorwissenbez̈uglichderökonomischrelevantenUmweltvoraus,schließ-
lich handeltessichhierbeium

”
����� predictionsof therelevanteconomictheory“ .2 Gerade

dieserUmstandjedochbegründetdie vielerortsgëaußerteKritik anderHypotheseratio-
nalerErwartungsbildung.Wennnun neuronaleNetzetats̈achlich in der Lagesind, Zu-
sammenḧangezwischenökonomischenVariablenaufderGrundlagevonBeobachtungen
dieserVariablenzu erlernen,dannmüßtendoch Wirtschaftssubjekte,die ein neurona-
les Netz zur Bildung ihrer Erwartungenverwenden,Erwartungenbilden,die rationalen
Erwartungenzumindestsehrähnlichsind.Im GegensatzzurHypotheserationalerErwar-
tungenmüßtenun allerdingsnicht mehr vorausgesetztwerden,den betrachtetenWirt-
schaftssubjektenseidasrelevanteModell bekannt— siemüßtenlediglichwissen,welche
ökonomischenVariablenfür denfraglichenZusammenhangrelevantsind.3

GrundlagederfolgendenAusführungenist ein andenCobweb-Fall angelehntesMo-
dell, in demFirmenzur Bestimmungihrer AngebotsmengedenzukünftigenMarktpreis

1EineÜbersichẗubereinigeAnwendungsgebieteneuronalerNetzefindetsichin Murtagh(1990),Würtz
undMurtagh(1991),Blien undLindner(1993)sowie Bol, NakhaeizadehundVollmer(1994).

2Muth (1961,S.316).
3Die Idee,daßWirtschaftssubjektezurErwartungsbildungHilfsmodelleverwenden,derenParametersie

dannaufderGrundlageihrerBeobachtungenscḧatzen,ist nichtneuundwird insbesonderevom
”
bounded

rational learningapproach“ verfolgt (vgl. Bray (1983),Marcetund Sargent(1989)undSargent(1993)).
VondiesenAnsätzenunterscheidetsichdasvorliegendePapierdadurch,daßalsHilfsmodelleinneuronales
Netzverwendetwird.
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prognostizierenmüssen.DadieFirmendasrelevanteModell nichtkennen,verwendensie
ein neuronalesNetz,dasdenZusammenhangzwischeneinerstochastischenUmweltva-
riablenunddemresultierendenMarktpreisabbildensoll.

Anhandvon Simulationenwird der Lernalgorithmusdes verwendetenneuronalen
Netzeserläutertundgezeigt,daßFirmendurchneuronaleErwartungsbildungapproxima-
tiv rationaleErwartungenbildenkönnen.Hierzuben̈otigensielediglichdie Beobachtun-
gendesMarktpreisesundderihnbeeinflussendenUmweltvariablenvergangenerPerioden
— nicht jedochInformationenüberdie StrukturdesModells.Dabeiwird ber̈ucksichtigt,
daßder MarktpreisauchdurchErwartungsfehlerder Firmenbeeinflußtwird (Forecast-
Feedback).4

Anschließendwird derFragenachgegangen,ob sichauchüberSimulationenhinaus-
gehendeAussagen̈uberdie EigenschaftenneuronalenLernensgewinnenlassen.Eswird
gezeigt,daßdie asymptotischenEigenschafteneinesauf einemneuronalenNetz beru-
hendenLernvorgangsmittelseinesspeziellenDif ferentialgleichungssystemsbeschrieben
werdenkönnen.Diesermöglichtes,Bedingungenzuformulieren,unterdenendenFirmen
asymptotischdasLernenrationalerPreiserwartungenmöglich ist. Ein Beispielillustriert
abschließenddie formalenAusführungen.

2. NeuronaleErwartungsbildung am Beispieleines
Cobweb-Modells

2.1. DasModell

Untersuchtwird ein Markt mit vollkommenerKonkurrenz,mit einemKontinuumvöllig
identischergewinnmaximierenderFirmenim Intervall [0, 1].5 Die in Periodet entstehen-
denProduktionskosten

�
kt � sindabḧangigvon der in Periodet produziertenMenge

�
xt �

undvoneinemBündelUmweltfaktoren,diedurchdieVariableut wiedergegebenwerden
und von denenalle Firmengleichermaßenbetroffen sind.MöglicheDeterminantender
Umweltvariablenut könntenz. B. dieHöhederTarifabschl̈usse,dieSteuerbelastungoder
die HöhederSozialabgabensein.Im folgendenwird davon ausgegangen,daßut in allen
Periodengleichverteilt im Intervall

�
0 � 1	 ist.

Der Einflußderfür denMarkt produziertenMengeundderUmweltvariablenauf die

4Um die im folgendenerläutertenSimulationendetailliertnachvollziehbarzu machen,könnendie ent-
sprechendenSimulationenvia Internet von den Autoren bezogenwerden(vgl. Heinemannund Lange
(1997)).Die Simulationenstehenals Mathematica2.2 Notebooksowie als ausf̈uhrbareDatei zusammen
mit demzugrundeliegendenDelphi2.0QuellcodezurVerfügung.

5AusderAnnahmeeinesKontinuumsrepr̈asentativerFirmenim Intervall [0,1] folgt, daßnichtzwischen
aggregiertenundeinzelwirtschaftlichenGrößenunterschiedenwerdenmuß.Zum Beispielfolgt mit xt als
aggregiertemAngebotund 
xi � t � 
xt alseinzelwirtschaftlichemAngebotderFirmai, daßxt ��
 1

0 
xt di � 
xt .

2



Produktionskostenwird durcheinequadratischeKostenfunktionmodelliert:

kt � 1
2

utx
2
t 0 � ut � 1 mit:

∂kt

∂xt
� utxt (1)

Die Produktionsmengext wird von denFirmengesetzt.Auf die exogeneVariableut ha-
bensiedagegenkeinenEinfluß.ut ist allerdingsallenFirmenbekannt,bevor dieProduk-
tionsentscheidunggetroffen werdenmuß.Die exogenenEinflüssegehenfolglich in die
Produktionsentscheidungein.

Weil von vollständigerKonkurrenzausgegangenwird, werdendie gewinnmaximie-
rendenFirmenihre Produktionsmengesosetzen,daßdererwarteteMarktpreis6

�
pe

t � ih-
renGrenzkostenentspricht.Damit entsprechendie aggregiertenGrenzkostengem̈aß(1)
demvonallenFirmengleichermaßenerwartetenPreis,und(2) gibt dieaggregierteAnge-
botsfunktionwieder:

xt � pe
t

ut
(2)

Die gesamtwirtschaftlicheNachfrageseiwie folgt vomMarktpreis
�
pt � abḧangig:7

xt � 75 � 3pt � 1
2

p2
t (3)

Die Angebotsfunktion(2) unddie Nachfragefunktion(3) implizieren,daßdermarkt-
räumendePreis

�
pt � , durchdie Umweltvariable

�
ut � unddenerwartetenPreis

�
pe

t � deter-
miniertwird:8

pt � M
�
pe

t � ut ��� � 3 � �
159u2

t � 2pe
t ut

ut
für: pe

t � 75ut (4)

Bildetendie FirmenrationaleErwartungenim SinneperfekterVoraussicht,dannwären
dererwarteteunddermarktr̈aumendePreisidentisch.Mit p�t alsPreisim rationalenEr-
wartungsgleichgewicht folgt (5) alsrationalePreiserwartungsfunktion:

p�t � R
�
ut ��� ��� 3ut � 1

ut � � � 3ut � 1
ut � 2 � 150 für: pe

t � pt � p�t (5)

6pe
t ist hier als der für die Periodet erwartetePreiszu verstehen.Die Erwartungsbildungerfolgt zu

BeginnderPeriodet.
7Die Nachfragefunktionist nichtlineargewählt,um im folgendenzu zeigen,daßneuronaleNetzeauch

für nichtlineareProblemstellungeneinsetzbarsind.Die quadratischeForm ist gewählt,um die Rechenbar-
keit desModellszu gewährleisten.EmpirischeRelevanzwird nichtpostuliert.

8Eswird nurdieersteLösungdesGleichungssystems(2) und(3) dargestellt,weil diezweiteLösungim
BereichreellerZahlenausschließlichnegative Preisegeneriert.Damit durchdie dargestellteersteLösung
keinenegativenoderkonjugiertkomplexePreisegeneriertwerden,ist esnötig, denDefinitionsbereichvon
pe

t einzuschr̈anken.
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RationaleErwartungenkönnendie Firmenjedochnur dannbilden,wennihnendas
Modellvollständigbekanntist.Diesist aberin vielenFälleneineunrealistischeAnnahme.
Deshalbwird im folgendengezeigt,wie die Firmenmit Hilfe neuronalerErwartungsbil-
dung,die für einekorrekteProduktionsentscheidungben̈otigterationalePreiserwartungs-
funktion (5) nahezuperfektapproximierenkönnen,obwohlsiewederdenFunktionstyp
nochdieParameterderNachfragefunktionkennen.Die FirmenbesitzennurModellkennt-
nissedar̈uber, daßdersichamMarkt einstellendePreispt in irgendeinerWeisedurchdie
Umweltvariableut beeinflußtwird.

2.2. NeuronaleErwartungsbildung

Um neuronaleErwartungsbildungim Modell zu ber̈ucksichtigen,wird ein Feedforward-
NetzalsErwartungsbildungsmodulin dasModell implementiert.Ein Feedforward-Netz
ist ein neuronalesNetz,daseinemodermehrerenInformations-Inputseinenodermeh-
rereInformations-Outputszuordnet.Die Informationsverarbeitungerfolgt ausschließlich
vorwärts.Rückkopplungenexistierennicht.9

Hier wird als Informations-Inputder Umwelteinflußui verwendet.Der Outputdes
Netzesentsprichtdanndemvon denFirmenerwartetenPreispe

i . DasverwendeteNetz
ist in Abbildung1 dargestellt.Esverfügt übereineInputschichtmit einemNeuron,eine
verdeckteSchichtmit dreiNeuronenundeineOutputschichtmit einemNeuron.10

Der Input
�
ui � wird in dasNetz eingelesenund an dasInput-Neuronweitergeleitet.

Die Aktivität desInput-Neurons(aI
i ) wird mit Hilfe dersogenanntenAktivierungsfunk-

tion ausdemInputui berechnet.Hier wird für dasInput-Neurondie Einheitsfunktionals
Aktivierungsfunktionverwendet,sodaßsichAktivität undInputentsprechen(aI

i � ui).
Die Aktivität desInput-Neuronswird dannalsAusgangsgr̈oße11 desInput-Neuronsan

jedesNeuronderverdecktenSchichtweitergeleitetunddort mit Hilfe derGewichtewI � j
(j=1, 2, 3) jeweils zumeffektivenEingangej

i (j=1, 2, 3) der3 Neuronenderverdeckten
Schichttransformiert.

ej
i � wI jaI

i für: j � 1 � 2 � 3 (6)

Die effektivenEingängederverdecktenNeuronenwerdenwiederummit Hilfe einer

9RückgekoppelteNetzeeignensichbesondersfür dieMustererkennung(vgl. für einenÜberblickBlien
undLindner(1993,S.507ff.))

10Bei komplexerenProblemensind Netzemit einergrößerenAnzahl Neuronenund unterUmsẗanden
mehrerenverdecktenSchichtengebr̈auchlich.

11In einigenNetzwerktopologienweichenAktivität und Ausgangsgr̈oßederNeuronenvoneinanderab,
weil zwischenAktivität undAusgangsgr̈oßeeinesogenannteAusgangsfunktionzwischengeschaltetist, die
z.B nurdanneineAusgangsgr̈oßeungleichnull generiert,wenndieAktivität einenbestimmtenSchwellen-
wertüberschreitet(vgl. Hoffmann(1993,S.20ff.)). Hier wird aufdieImplementierungvonAusgangsfunk-
tionenverzichtet,bzw. alsAusgangsfunktiondieEinheitsfunktionverwendet.Aktivität undAusgangsgr̈oße
einesNeuronssindimmeridentisch.
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Abbildung 1: AufbaudesverwendetenFeedforward-Netzes
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Aktivierungsfunktionin die Aktivität der entsprechendenNeuronenumgewandelt.Als
Aktivierungsfunktionwird hierdiesigmoideFunktion(7) verwendet,wobeiq j einenLa-
geparameterderAktivierungsfunktiondesNeuronsj darstellt:

a j
i � A j � ej

i � q j ��� 1

1 � exp
�
ej

i � q j � für: j � 1 � 2 � 3 (7)

Die Aktivierungsfunktion(7) bildet jedeneffektivenEingangdesNeuronsj, unabḧangig
davon, welcherWert q j zugewiesenwird, auf ein Intervall [0, 1] ab. Die so erhaltenen
Aktivitäten der verdecktenNeuronenwerdendannwiederumals Ausgangsgr̈oßenan
dasOutput-Neuronweitergeleitet.Zuvor werdensiejeweilsmit dendemOutput-Neuron
vorgeschaltetenGewichten(w j �O; j � 1 � 2 � 3) multipliziert undzumeffektivenEingang
desOutput-Neuronsaufsummiert:

eO
i � 3

∑
j % 1

w j �Oa j
i (8)

Obwohl die zu prognostizierendenOutputsim allgemeinennicht im Intervall & 0 � 1	 lie-
gen,ist esunproblematisch,daßdie AktivierungsfunktionenderverdecktenSchichtnur
Werteim Intervall & 0 � 1	 generieren,dadie denNeuronenderverborgenenSchichtnach-
gelagertenGewichte(w j �O) jedenreellenZahlenwertannehmenkönnen.Diesermöglicht
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eineSkalierungder Ausg̈angeauf daskorrekteNiveau.12 Außerdemwird hier für das
Output-Neurondie Aktivierungsfunktion

aO
i � eO

i � qO (9)

verwendet.Das heißt,die Aktivität desOutput-Neurons
�
aO

i � unterscheidetsich durch
einenkonstantenWert

�
qO � vom effektivenEingang

�
eO

i � und entsprichtdemAusgang
desNetzes— derzuprognostizierendePreiserwartung

�
pe

i � .
WerdendieParameterderAktivierungsfunktionen' q1 � q2 � q3 undqO ( zusammenmit

densechsGewichten(wI � j � w j �O für j � 1 � 2 � 3) im Vektorθ zusammengefaßt,

θ � �
qO � w1 �O � q1 � wI � 1 � w2 �O � q2 � wI � 2 � w3 �O � q3 � wI � 3 �

undsind alle ElementedesVektorsθ gegeben,so kanndurchdasNetz jedemUmwelt-
zustandui einerwarteterPreispe

i zugeordnetwerden.Die ErwartungsbildungderFirmen
kannüberdasneuronaleNetzerfolgen.Dieswird auchdeutlich,wenndasin Abbildung1
grafischdargestellteneuronaleNetzalgebraischformuliertwird:13

pe
i � N

�
ui � θ ��� 3

∑
j % 1

w j �O 1
1 � exp

�
q j � wI � jui � � qO (10)

Mit Hilfe desneuronalenNetzes(10)könnennunneuronalePreiserwartungenabgebildet
werden.Wie gut dadurchdie rationalePreiserwartungsfunktion(5) approximiertwerden
kann,hängtentscheidendvon denElementendesGewichtungsvektorsθ ab. In diesem
Zusammenhangsinddie weitreichendenApproximationseigenschaftenneuronalerNetze
vonbesonderemInteresse:

Satz1 (Hornik, Stinchcombeund White (1989)) EinneuronalesNetzmiteinerverdeck-
tenSchicht bestehendaus j Neuronen,für deren AktivierungsfunktionenA j � z� gilt, daß
limz)+* ∞ A j � z�,� 1 und limz).- ∞ A j � z�,� 0, kannjedeübereinerkompaktenMengede-
finierte stetigeFunktionbeliebiggenauapproximieren, soferndasneuronaleNetzeine
hinreichendgroßeAnzahlverdeckter Neuronenentḧalt.

Satz1 gewährleistet,daßein neuronalesNetz existiert, durchdasdie rationaleErwar-
tungsfunktion(5) im relevantenBereichperfektabgebildetwerdenkann.Im folgenden
Abschnitt3 soll nunzumeinenüberpr̈uft werden,obdashierverwendeteNetzgen̈ugend
verdeckteNeuronenentḧalt, umdie rationaleErwartungsfunktionzumindestapproxima-
tiv wiederzugegeben;zum anderensoll ein Lernalgorithmusvorgestelltwerden,derdie
entsprechendenElementedesVektorsθ generiert.

12Bei neuronaleNetzen,diefür komplexePrognoseaufgabeneingesetztwerden,ist essinnvoll die Inputs
undSoll-OutputsdesNetzesdurchgeeignetePreprocessing-Verfahrenaufein einheitlichesNiveauzu nor-
mieren,umdieLernfähigkeitderNetzezuoptimieren.Auf dieseProblematikwird hierabernichtabgestellt
(vgl. dazuBaun(1994,S.148ff. und179ff.))

13Ein formal ähnlichstrukturiertesNetzfindetsichbei Blien undLindner(1993,S.502ff.).
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3. Lernenmit neuronalenNetzen

Als Lernverfahrenwird hier der Backpropagation-Algorithmusverwendet.Formal han-
delt es sich dabeium ein Verfahrenzur Minimierung desPrognosefehlersmittels des
Gradientenverfahrens.SeinenNamenerhieltdasVerfahren,weil derPrognosefehleraus-
gehendvom OutputdesNetzesrückwärtsüberdie verdeckteSchichtzumInput-Neuron
zurückgef̈uhrt wird, wobeidie entsprechendenGewichteundParametersukzessive kor-
rigiert werden(vgl. Hoffmann(1993,S. 75 ff.)). Ziel ist es,die Gewichte desVektors
θ so zu bestimmen,daßdie rationalePreiserwartungsfunktion(5) durchdasneuronale
Netz(10) möglichstgutapproximiertwird.

DerBackpropagation-Algorithmussoll in zweiSchrittenvorgestelltwerden.Zunächst
wird in Abschnitt3.1 in einemvereinfachtenSzenariodavon ausgegangen,daßdenFir-
meneinDatensetbestehendausRealisationenderUmweltvariablenui unddenzugeḧori-
genPreisenim rationalenErwartungsgleichgewicht p�i bekanntist. DiesesDatensetwird
zumTrainingdesneuronalenNetzesverwendet,umdieGrundz̈ugedesBackpropagation-
Algorithmuszuverdeutlichen.

Danachwird in einemzweitenSzenarioim Abschnitt 3.2 ber̈ucksichtigt,daßden
FirmensolangekeineInformationenüberPreiseim rationalenErwartungsgleichgewicht
vorliegenkönnen,solangedurchdie neuronaleErwartungsbildungnochPrognosefehler
begangenwerden.Dennnur der sich tats̈achlicheinstellendeMarktpreispi ist von den
Firmenbeobachtbar. DieserweichtabervomPreisp�i im rationalenErwartungsgleichge-
wicht ab,wennPrognosefehlererfolgen.DieserSachverhaltwird alsForecast-Feedback
bezeichnet:JedePreiserwartung,die— beigegebenemUmweltzustandui — größer(klei-
ner) als die rationalePreiserwartunggem̈aß(5) ist, führt dazu,daßdie Angebotsmenge
größer(kleiner) ist alsdie zumrationalenErwartungsgleichgewicht geḧorigeAngebots-
menge.Dies hat zur Folge, daßam Markt nicht der Preis p�i , sondernein vom Erwar-
tungsfehlerbeeinflußter, geringerer(höherer)Preis

�
pi � zustandekommt.14 Deshalbwird

im Abschnitt3.2dasneuronaleNetzmit solchen,durchForecast-Feedbackbeeinflußten
Marktpreisentrainiert. Es wird gezeigt,daßauchunter diesenerschwerten,aberreali-
stischenBedingungendie Preisentwicklungvon denFirmen nahezuperfektantizipiert
werdenkann.

3.1. Lernen ohneForecast-Feedback

Wie bereitsobenerläutert,wird in diesemAbschnittdavon ausgegangen,denFirmensei
ein DatensetbestehendausRealisationender Umweltvariablenui und denzugeḧorigen
im rationalenErwartungsgleichgewicht resultierendenPreisenbekannt.DiesesDatenset
bestehtaus20Datenpaaren(Trainingsset) undwurdedurchdierationalePreiserwartungs-
funktion(5) generiert(vgl. Tabelle1).

14Die Dynamikentsprichtin ihrenGrundz̈ugenderwohlbekanntenCobweb-Dynamik.
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Tabelle1: Trainingssetgem̈aßGleichung(5)
i 1 2 3 4 5 /�/0/ 16 17 18 19 20
ui 0.05 0.10 0.15 0.20 0.25 /�/0/ 0.80 0.85 0.9 0.95 1.00
p1i 3.06 4.86 5.94 6.63 7.11 /�/0/ 8.71 8.76 8.81 8.85 8.88

Der Backpropagation-Algorithmushat nun die Aufgabe,dasneuronaleNetz so zu
trainieren(die Gewichte desVektorsθ so zu setzen),daßimmer dann,wennein Input�
ui � amNetzanliegt, dergem̈aßTabelle1 zugeḧorigeSoll-Output

�
p�i � erzeugtwird.15

Zuvor mußdasNetz aberinitialisiert werden,indemdie AnfangswertedesVektors
θ bestimmtwerden.Dies geschiehtin vielen Fällen durchdasGenerierenentsprechen-
der Zufallszahlenfür alle ElementedesGewichtungsvektors.Hier werdendagegendie
ElementeqO � 3 sowie w1 �O � w2 �O � w3 �O � 0 gesetzt,undnur die verbleibendenEle-
mentedesInitialisierungs-Vektorsθ0 werdenmit ZufallszahlenausdemIntervall [-10,
10] belegt:16

θ0 � �
3 � 0 � 8 � 842�2� 5 � 282� 0 ��� 1 � 309� 7 � 042� 0 �3� 1 � 148� 0 � 528� (11)

Auf dieseWeisewird derInitialzustanddesNetzes̈okonomischinterpretierbar, wasdurch
Abbildung1 verdeutlichtwerdenkann:DurchdiegesetztenGewichtebetr̈agtdereffektive
EingangdesOutput-Neurons(eO

i � ∑3
j % 10 4 a j

i ) immernull — unabḧangigvon derAkti-
vität derverdecktenNeuronen.DurchdieAktivierungsfunktiondesOutput-Neurons(vgl.
Gleichung(9)) wird danndiesereffektiveEingangumqO � 3 erḧoht.Dadurchnimmtder
OutputdesNetzes(die Aktivität desOutput-Neurons)unabḧangigvon der Aktivität der
verdecktenNeuronenund folglich unabḧangigvom Input desNetzeseinenWert von 3
an. Das PrognoseverhaltendesNetzesim Initialisierungszustand̈ahneltdemstatischer
Preiserwartungen.

pe
i � N

�
ui � θ0 ��� 3 für alleui (12)

Werdennundie Umweltvariablen
�
ui � der20 DatenpaaredesTrainingssetsnachein-

anderalsInputsamNetzangelegt,soerrechnetdasNetz,stattderdurchdierationalePrei-
serwartungsfunktionvorgegebenenPreise(vgl. p�i in Tabelle1), in allenFällenpe

i � 3 als
erwartetenPreis.Es werdenErwartungsfehlergeneriert.DieseErwartungsfehlerbilden

15Vgl. für denLernalgorithmuserläuterndeComputer-SimulationenHeinemannundLange(1997).
16Zur ErzeugungderZufallszahlenwurdedie FunktionRandom[Real,5 -10,106 ] desProgrammpaketes

Mathematica2.2verwendet.Siewurdezuvor mit SeedRandom[456]initialisiert,umdieReproduzierbarkeit
desZufallsereignissessicherzustellen.
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dieGrundlagefür die FehlerfunktionF
�
θ � Pt � Ut � :

F
�
θ � Pt � Ut �7� 1

t

t

∑
i % 1

�
N
�
ui � θ � � p�i � 2

� 1
t

t

∑
i % 1 8 3

∑
j % 1

w j �O 1
1 � exp

�
q j � wI � jui � � qO � p�i 9 2: ;=< >�

pe
i � p�i � 2

(13)

Dabeistehtt für dieLängederZeitreihedesTrainingssets(hier:t � 20),Ut für denVektor
derUmwelteinfl̈usse

�
Ut � �

u1 � u2 � ����� � ut �?� undPt für denVektor, derausdenjeweiligen
Umwelteinfl̈ussengem̈aß(5) resultierendenPreise

�
Pt � �

p�1 � p�2 � ����� � p�t �@� .
Mit Hilfe derobigenFehlerfunktionkanndasLernzielalsOptimierungsproblemfor-

muliertwerden:

min
θ

F
�
θ � Pt � Ut � (14)

Stellt mansich(13) als11-dimensionalesFehlergebirge(10 ElementedesGewichtungs-
vektorsθ als exogeneVariablenund denPrognosefehlerF

�
θ � Pt � Ut � als endogeneVa-

riable)vor, sogilt es,θ sozu bestimmen,daßein Minimum erreichtwird. Der Weg des
steilstenFehlerabstiegswird in diesemGebirgedurchdennegativenGradientenvon(13)
bestimmt: �BA F

�
θ � Pt � Ut �C� � 2

20

20

∑
i % 1

A N
�
ui � θ � � pe

i � p�i �
� 2

20

20

∑
i % 1

A N
�
ui � θ � � p�i � N

�
ui � θ ��� (15)

Da sämtlicheElementedesVektorsθ sowie die desTrainingssets
�
Ut � Pt � bekanntsind,

entḧalt dernegative Gradient(15) nur numerischeWerte.Wird er mit einemhinreichend
kleinenSkalar, derLernrateλ, multipliziert undanschließendzumInitialisierungs-Vektor�
θ0 � desNetzesaddiert,so wird derneueGewichtungsvektor θ1 bzw. dasdadurchmo-

difizierte neuronaleNetz eineni.d.R. geringerenErwartungsfehlergenerieren.Der hier
verwendeteLernalgorithmuskanndemzufolgein zweiSchrittendargestelltwerden:17

1. Ein Initialisierungs-Vektorθ0 wird vorgegeben.

2. DerParametervektorθ wird ausgehendvomInitialisierungs-Vektorθ0 n-mal itera-
tiv aktualisiert:

θn � θn * 1 � λ A F
�
θn * 1 � Pt � Ut � für: n � 1 � ����� � n (16)

17Der hochgestellteIndex gibt an,wie oft derParametervektorθ aktualisiertwurde.
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Sofernn großgenuggewähltwurde,sinkt aufdieseWeisederFehlersolange,bis appro-
ximativ ein lokalesErwartungsfehler-Minimum erreichtwird. Ein weiteresTrainingdes
NetzesbringtkeinenennenswertenVerbesserungen.

DasErreicheneinesglobalenMinimums ist auf dieseWeiseallerdingsnicht garan-
tiert.SolltederverbleibendeFehlerunakzeptabelhochseinunddurchweitereIterationen
nicht nennenswertzu senkensein,so ist zu vermuten,daßein lokalesMinimum auf ho-
hemFehlerniveauerreichtwurde.Dannmußmit anderenAnfangswertenfür θ0 versucht
werden,ein anderes,niedrigereslokalesMinimum odersogardasglobaleMinimum zu
erreichen.

Abbildung 2: VerlaufderTrainingsphase(λ � 0 � 3).a

a) n D 0 b) n D 1
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aDie gestricheltenKurven zeigendie rationalePreiserwartungsfunktiongem̈aß(5), die durchgezogenen
KurvenzeigenjeweilsdievomneuronalenNetz(10) gelerntePreiserwartungsfunktion.

Die Prognosequalität deshier untersuchtenNetzeserscheintjedochhinreichendgut.
Wie die Abbildung 2 a – d zeigen,konvergiert die vom Netz gelerntePreiserwartungs-
funktiongegendie rationaleErwartungsfunktion(5).

3.2. Lernenmit Forecast-Feedback

Im Abschnitt3.1 wurdedie rationaleErwartungsfunktion(5) durchdasneuronaleNetz
gelernt,nachdemdasNetzmit Datentrainiertwurde,diedurchdieserationalePreiserwar-
tungsfunktiongeneriertwurden.Damitwird aberimpliziert,daßdiebeialternativenWer-
tenderUmweltvariablenim rationalenErwartungsgleichgewicht resultierendenPreisezu

10



jederZeit vondenFirmenbeobachtbarsind.Diesist abernichtderFall. Beobachtbarsind
lediglichdie gewöhnlichdurchPrognosefehlerbeeinflußtenMarktpreise.Deshalbsoll in
diesemAbschnittüberpr̈uft werden,ob die FirmendurchneuronaleErwartungsbildung
die rationalePreiserwartungsfunktion(5) auchdannapproximativ lernenkönnen,wenn
ihnenalsTrainingssetnursolche,durchForecast-FeedbackbeeinflußtenMarktpreisezur
Verfügungstehen.18

Dazuwird zun̈achstdasneuronaleNetzmit dengleichenGewichteninitialisiert, wie
im Abschnitt3.1.Dasheißt,eswird für die Ausgangssituationin Periode1 ein θ1 unter-
stellt,daseinekonstantePreiserwartungvon3 generiert(vgl. auchAbbildung2 a).Daran
anschließendwird die zumZufallswert19 u1 � 0 � 945geḧorigePreiserwartungmit Hilfe
desneuronalenNetzesermittelt.Der erwartetePreisbetr̈agt,bedingtdurchdie entspre-
chendeInitialisierungdesNetzes,pe

1 � 3. Dadurchwird p�1 unterscḧatzt(vgl. p�1 � 8 � 844
gem̈aß(5) für u1 � 0 � 945).Die Firmenbietenaufgrundihrer zu pessimistischenPreiser-
wartungzu wenigan(vgl. x1 � 3 � 175statt9.359gem̈aß(2) für pe

1 � 3 bzw. p�1 � 8 � 844)
undderMarktpreis(p1)überschießtp�1. Er ergibtsichgem̈aß(4) füru1 � 0 � 945undpe

1 � 3
zu p1 � 9 � 355.Nur dieserMarktpreisist in Verbindungmit demZustandderUmweltva-
riablefür dieFirmenbeobachtbar.

Am Endevon Periode1 wird dasneuronaleNetzmit Hilfe desin Abschnitt3.1vor-
gestelltenLernalgorithmusund den zur VerfügungstehendenDaten trainiert, um den
Parametervektor θ2 zu generieren.Das Trainingssetbestehtnur auseinemDatenpaar
(U1 � �

0 � 945� , P1 � �
9 � 355� ). In Abbildung3 a ist dasErgebnisdesLernprozessesgra-

fisch dargestellt(λ � 0 � 3, n̄ � 500).20 Die vom Netz generierteErwartungsfunktionhat
sich zwar so verschoben,daßein Umweltzustandu � 0 � 945 approximativ einePreiser-
wartungvon pe � 9 � 355erzeugenwürde,mit derrationalenPreiserwartungsfunktionhat
sieabernochnichtviel gemein.

Dies hat zur Folge, daßzu Beginn der Periodet � 2, für die ein Umweltzustand
u2 � 0 � 274 zufällig generiertwurde,vom Netz einePreiserwartungvon pe

2 � 9 � 454er-
zeugtwird.21 Gleichung(5) undAbbildung3 a zeigengleichermaßen,daßdamitder im
rationalenErwartungsgleichgewicht resultierendePreisp�2 � 7 � 287überscḧatztwird, was
einUnterschießendesmarktr̈aumendenPreisesp2 � 6 � 488im Vergleichzu p�2 zur Folge
hat.

18Vgl. für Computer-Simulationenfür denFall desLernensmit Forecast-FeedbackHeinemannundLan-
ge(1997).

19Die Zufallswertefür die Umweltvariablewurdenmit derFunktionRandom[Real,5 0.05,16 ] desPro-
grammpaketesMathematica2.2 erzeugt,diewiederummit SeedRandom[456]initialisiert wurde.

20EinedeutlichhöhereLernrateführt zu Overlearning, wasbedeutet,daßdasneuronaleNetzdasTrai-
ningssetzwarausgezeichnetapproximiert,nicht aberdiezu lernendeFunktion.Die ProblematikdesOver-
learningsoll hierabernichtweitervertieft werden(vgl. dazuZimmermann(1994,S.58 ff.)).

21Vgl. N E u2 G θ2 F aus(10)fürθ2 � E 7 I 251G 0 I 089G 8 I 841 GKJ 5 I 282 G 0 I 020GLJ 1 I 309G 7 I 042 G 2 I 781GKJ 1 I 402G 0 I 288F
undu2 � 0 I 274

11



Abbildung 3: Lernenmit Forecast–Feedback (n̄ � 500 M λ � 0 � 3).a
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aDie gestricheltenKurven zeigendie rationalePreiserwartungsfunktiongem̈aß(5), die durchgezogenen
KurvenzeigenjeweilsdievomneuronalenNetzgelerntePreiserwartungsfunktionzu BeginnderPeriodet,
alsonacht J 1 Beobachtungen.

Am EndevonPeriode2 könnendieFirmenaufdieErfahrungvon2 Periodenzurück-
greifen.DasNetzwird mit diesenWerten(U2 � �

0 � 945� 0 � 274� undP2 � �
9 � 355� 6 � 488� )

trainiert.Ergebnisist die in Abbildung3 b dargestelltePreiserwartungsfunktion.Sieap-
proximiertdie rationalePreiserwartungsfunktionnurunwesentlichbesser. Abbildung3 c
gibt aberschoneineersteAnnäherungandie rationalePreiserwartungsfunktion(5) wie-
der, obwohldasTrainingsetlediglichausfünf Datenpaarenbestand.

Der denForecast-Feedbackber̈ucksichtigendeLernalgorithmuskannfür einebelie-
bigePeriodet (t O 0) auchformal dargestelltwerden.Dabeiist zu ber̈ucksichtigen,daß
derParametervektorθt sowie die VektorenderVariablenUt undPt amEndederPeriode
t bekanntsind.θt ist amEndevon Periodet � 1 ermitteltbzw. für t � 1 gesetztworden
unddie ElementederVektorenPt bzw. Ut sindamEndevon Periodet beobachtbar. Der
Lernalgorithmusarbeitetin 4 Schritten:

1. Der ParametervektorderPeriodet � 1 wird initialisiert, indemihm derParameter-
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vektorderPeriodet zugewiesenwird:22

θ0
t - 1 � θt

2. Die in Gleichung(16) beschriebeneIterationwird n-malausgef̈uhrt:

θn
t - 1 � θn * 1

t - 1 � λ A F
�
θn * 1

t - 1 � Pt � Ut � für: n � 1 � 2 � ����� � n
3. Demfür dieErwartungsbildungrelevantenParametervektorθt - 1 wird derWertdes

ParametervektorsderletztenIterationθn
t - 1 zugewiesen:

θt - 1 � θn
t - 1

4. WennderParametervektorθt - 1 ermitteltist, kannbeigegebenenemUmwelteinfluß
ut - 1 mit Hilfe der Netzfunktion(10) der erwartetePreis pe

t - 1 für Periodet � 1
bestimmtwerden.Dieserführt gem̈aßGleichung(4) zum marktr̈aumendenPreis
pt - 1 undergänztzusammenmit ut - 1 die Zeitreihenzu Pt - 1 undUt - 1. Damit sind
dieben̈otigtenWertefürPeriodet � 1bekanntundderLernalgorithmuskannerneut
beiSchritt1 beginnen.

DieserVorgangwurdehierfür insgesamt20Periodenwiederholt.Abbildung3 d zeigt
dasresultierendeNetz.Nach20 Beobachtungenist zu erkennen,daßsich rationaleund
neuronaleErwartungennurunwesentlichunterscheiden.

Eszeigtsichzumindestfür denhier untersuchtenFall, daßWirtschaftssubjekteohne
KenntnisdesfunktionalenZusammenhangeszwischenderzuscḧatzendenVariablenund
dersiebestimmendenVariablendurchein neuronalesNetzErwartungenbildenkönnen,
dieapproximativ mit rationalenErwartungen̈ubereinstimmen.DieKenntnisdesgesamten
Modellsbzw. der relevantenTheorieist nicht notwendig.Es reichtaus,daßdie Firmen
die ausdenexogenenVariablen(ut) resultierendenMarktpreise

�
pt � beobachtenkönnen

unddaßsieeinenZusammenhangzwischendiesenVariablenvermuten.
WeitereSimulationenhabengezeigt,daßdie PerformancedesNetzesnocherheblich

verbessertwerdenkann,z. B. indemweiterzurückliegendeDatenentwederganzgestri-
chenodermit geringeremGewicht in derFehlerfunktionber̈ucksichtigtwerden.Da hier
aberdieBedeutungeinesneuronalenNetzesfür dieErwartungsbildunganalysiertwerden
soll undnicht die OptimierungdesLernalgorithmus,ist ausGründenderÜbersichtlich-
keit aufdie ImplementierungeineskomplexerenLernalgorithmusverzichtetworden.

22Der tiefgestellteIndex gibt wie auchbeidenanderenVariablendie Periodennummerwieder, während
derhochgestellteIndex anzeigt,wieviele IterationsschrittedesLernalgorithmusabsolviertsind.
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4. AsymptotischeEigenschaftenneuronalenLernens

4.1. Formale Analyse

Im vorangegangenenAbschnittwurdeanhandvon Simulationendargestellt,wie Firmen
mit Hilfe neuronalerNetzeErwartungenbildenkönnen,die gegenrationalePreiserwar-
tungenkonvergieren.Hier sollen über SimulationenhinausnotwendigeBedingungen
dafür abgeleitetwerden,daßsolcheLernprozesselangfristig zu rationalerErwartungs-
bildungführen.

Aussagen̈uberdie KonvergenzdesVektorsθ sind möglich, wenndie im vorange-
gangenenAbschnittunterstellteLernregel geringf̈ugig abgewandeltwird: Es wird nicht
mehrunterstellt,daßdie Firmenam EndeeinerPeriodet sämtlichebis dahinerfolgten
BeobachtungenderUmweltvariablenunddermarktr̈aumendenPreisezurAktualisierung
der Gewichte heranziehen,sondern,daßsie lediglich die Beobachtungenut und pt zur
Modifikation von θt und damit zur Erwartungsbildungin t � 1 verwenden.Außerdem
erfolgt in jederPeriodelediglich ein Iterationschrittzur Anpassungder Gewichte, das
heißtim weiterengilt n̄ � 1.Darüberhinauswird dieAnnahmeeinerkonstantenLernrate
aufgegebenundstattdesseneineim ZeitablaufsinkendeLernrateunterstellt.DieseMo-
difikationenermöglichenes,Resultatevon Ljung (1977)sowie KuanundWhite (1994)
heranzuziehen,umdieasymptotischenEigenschaftenneuronalenLernenszuanalysieren.

Unverändertwird angenommen,daßdertats̈achlichePreispt, wie im eingangsformu-
liertenModell,eineFunktionderPreiserwartungenpe

t undeinerexogenen,beobachtbaren
Umweltvariablenut ist. Esgilt weiterhinpt � M

�
pe

t � ut � , allerdingswird keinespezielle
funktionaleFormfürdieFunktionM unterstelltunddieUmweltvariableut kannbeliebige
Wertein einemabgeschlossenenIntervall & uu � uo	 annehmen.23

Die Firmenbilden ihre Preiserwartungpe
t in Abhängigkeitvon der Realisationder

Umweltvariablenut auf der GrundlagedesneuronalenNetzes,so daß pe
t � N

�
ut � θt �

gilt. Wird unterstellt,daßdaszugrundeliegendeneuronaleNetzm verborgeneNeuronen
entḧalt, bestehtderParametervektorθt ausinsgesamtr � 3m � 1 Gewichten.Wie oben
erwähnt,wird derParametervektorθt beiderhierbetrachtetenLernregelamEndevonPe-
riodet allein in AbhängigkeitvomErwartungsfehlerpt � pe

t � pt � N
�
ut � θt � modifiziert.

Esgilt:

θt - 1 � θt � λt - 1 &PA N
�
ut � θt � � pt � N

�
ut � θt � 	� λt - 1 &PA N

�
ut � θt � � M �

N
�
ut � θt � � ut � � N

�
ut � θt � 	� λt - 1L

�
ut � θt � � (17)

23Alle im folgendendargestelltenAussagenlassensich ohneweiteresauf denFall einesVektorsvon
Zufallsvariablenübertragen.Dar̈uberhinausist esohneweiteresmöglich, eineunbeobachtbareStörgröße
εt hinzuzuf̈ugen,sodaßpt � M E pe

t G ut F�Q εt gilt. Im weiterenwird derartigesausGründenderVereinfachung
unterlassen.Vgl. hierzuKuanundWhite(1994).
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wobei für die Lernrategilt, daß λt � t * κ, 0 � κ � 1. Die Funktion L
�
ut � θt � in (17)

ist nichtsanderesals der Gradientdesquadrierten,in t begangenenErwartungsfehlers
bez̈uglichθt , dasheißt,sieist analogzu(15)zuinterpretieren.Zubeachtenist,daßdemim
weiterenbetrachtetenLernalgorithmus(17) nunmehreinesinkendeLernrateunterstellt
wird. Dies bedeutet,daßdie ModifikationendesParametervektorsθ auchunabḧangig
von denErwartungsfehlernimmergeringerwerden,waseinenotwendigeBedingungfür
dieasymptotischeAnalysedesLernalgorithmusist.

Die Frageist, obdasLernverfahren(17)asymptotischzurationalenPreiserwartungen
der Marktteilnehmerführt.24 Dies ist allerdingsnur dannmöglich, wennüberhauptein
θ existiert, sodaßN

�
u � θ ��� M

�
N
�
u � θ � � u� für alle uu � u � uo gilt.25 Eswird daherdie

folgendeAnnahmegetroffen:

Annahme1 Es existiert eineMengeΘ � r-dimensionalerParametervektoren, die ratio-
nalePreiserwartungenimplizieren,dasheißt,für alle θ R Θ � gilt N

�
u � θ �S� M

�
N
�
u � θ � � u�

für alle uu � u � uo.

Da aufgrundvon Satz1 bei einerhinreichendgroßenAnzahlverborgenerNeuronenim-
mereinNetzexistiert,dasAnnahme1 gen̈ugt,bedeutetdieseAnnahmeletztlich,daßdas
hier zugrundeliegendeneuronaleNetz insofernkorrektspezifiziertist, alseseinehinrei-
chendeAnzahlverdeckterNeuronenentḧalt.

Die Frage,ob die MarktteilnehmerasymptotischrationaleErwartungenbilden, ist
gleichbedeutendmit der Frage,ob der Parametervektor θt gem̈aß der Lernregel (17)
asymptotischgegeneinθ R Θ � konvergiert.Nur wenndiesderFall ist, werdenasympto-
tischrationaleErwartungengebildet.

Nunist derLernalgorithmus(17),derdiezeitlicheEntwicklungdesParametervektors
θ beschreibt,ein nichtlineares,nicht-autonomes,stochastischesDif ferenzengleichungs-
system,dessenformaleHandhabungnichtunproblematischist. Wie jedochLjung (1977)
zeigt, kanndasasymptotischeVerhaltenvon θt gem̈aß(17) unterhier erfüllten Bedin-
gungendurchein deterministischesDif ferentialgleichungssystemapproximiertwerden.
DiesesDif ferentialgleichungssystemist gegebendurch:

θ̇ �UTL � θ �V� Eu &L � u � θ � 	 (18)

Die Funktion TL � θ � entsprichtdemErwartungswertvon L
�
u � θ � bez̈uglich u bei gegebe-

24Esist nichtausgeschlossen,daßmultiple rationaleErwartungsgleichgewichteexistieren.
25Zu beachtenist, daßderentsprechendeParametervektornicht eindeutigbestimmtist. Im hier verwen-

detenNetz(10)weisenalleverdecktenNeuronenidentischeAktivierungsfunktionenauf,sodaßdurchein-
facheTransformationdesParametervektorseinebeobachtungs̈aquivalenteFunktiongeneriertwerdenkann.
Liegt beispielsweisefüreinNetzmit einemverdecktenNeuroneinParametervektorθ 11 � E qO G w1�O G q1 G wI � 1 F
vor, sogilt mit θ 12 � E qO Q w1�O GWJ w1�O GWJ q1 GWJ wI � 1 F , daßN E u G θ 12FX� N E u G θ 11F für alleuu Y u Y uo.
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nemθ.26 Zu beachtenist, daß(17) ein stochastischesDif ferenzengleichungssystemist,
währenddasDif ferentialgleichungssystem(18) deterministischist. Die angesprochene
Approximationsowie derenEigenschaftengeltendeshalbnur im wahrscheinlichkeits-
theoretischenSinn.Weil im hierbetrachtetenModell nur eineexogeneVariablevorliegt,
gen̈ugt es zu unterstellen,daßut für alle t die Realisationeinerunabḧangigund iden-
tisch verteiltenZufallsvariablenist, um die beschriebeneApproximationverwendenzu
können.27

Für dieApproximationdesAlgorithmus(17)durchdasDif ferentialgleichungssystem
(18)gilt folgendes(vgl. Ljung (1977),KuanundWhite (1994)):

(a) AsymptotischstimmendieZeitpfadefürdieParametervektorengem̈aß(17)mit den
TrajektoriendesDif ferentialgleichungssystems(18) überein.

(b) Sofernθt aus(17) für t Z ∞ konvergiert,danngegeneinenstation̈arenPunktvon
(18).

(c) Esbestehtnur danneinepositive Wahrscheinlichkeitdafür, daßθt gem̈aß(17) ge-
geneinenstation̈arenPunktvon (18) konvergiert,wenndieserstation̈arePunktlo-
kal stabilist.28

Wie (b) verdeutlicht,müssenlediglichdiestation̈arenPunktedesDif ferentialgleichungs-
systems(18)betrachtetwerden,umAussagen̈uberdiemöglicheKonvergenzdesLernal-
gorithmus(17) treffen zu können.Aufgrund von Annahme1 sind einigesolcherstatio-
närenPunktebereitsbekannt:Für alle Parametervektorenθ R Θ � , alsofür alle Parame-
tervektoren,die rationaleErwartungenimplizieren,gilt M

�
N
�
u � θ � � u �,� N

�
u � θ � für alle

uu � u � uo, sodaß TL � θ �3� 0. Nur diesestation̈arenPunktedesDif ferentialgleichungs-
systems(18) sindvon Interesse,wenndie KonvergenzgegenrationaleErwartungenun-
tersuchtwerdensoll. Zusammenmit (c) folgt, daßder Parametervektor θt gem̈aß(17)
nurdanngegenein θ R Θ � konvergierenkann,demnachnur dannasymptotischrationale
Preiserwartungenresultierenkönnen,wenndie station̈arenPunkteθ R Θ � desDif feren-
tialgleichungssystems(18) lokal stabilsind.Esergibt sichsomit:

26EineBegründungfürdieGültigkeit derApproximationisthiernichtmöglich,dadieseformalrechtauf-
wendigist. AusführlicheBeschreibungenundökonomischeAnwendungendeshier verwendetenAnsatzes
findensichz. B. beiMarcetundSargent(1989)sowie Sargent(1993).

27DasModell ist dannäquivalentzu demvon White (1989)betrachtetenModell. Allerdings liegt hier
im Gegensatzzu White (1989)Forecast-Feedbackvor. White (1989)zeigtausf̈uhrlich,daßdervon Ljung
(1977)entwickelteFormalismusaufdiesesModell anwendbarist.

28Unter derStabilität einesstation̈arenPunktesist hier und im weiterenimmerStabilität im Sinnevon
Lyapunov zu verstehen.
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Satz2 Die Wahrscheinlichkeit, daßθt gem̈aß(17) asymptotisch gegenein θ R Θ � kon-
vergiert, ist dannpositiv, wenndieMatrix derpartiellenAbleitungen:

J
�
θ �V� ∂ TL � θ �

∂θ [ � A TL � θ � (19)

nur Eigenwertemit negativenRealteilenbesitzt.

Aus (18) folgt:

J
�
θ ��� Eu \ A 2N &M �

N
�
u � θ � � u � � N

�
u � θ � 	=� ' A N A N [ ( &Mp

�
N
�
u � θ � � u � � 1	H]

Hierbeigilt A N � A N
�
u � θ � sowie A 2N � A 2N

�
u � θ � . Mp bezeichnetdie partielleAblei-

tungderFunktionM
�
pe � u � nachderPreiserwartungpe. WegenM

�
N
�
u � θ � � u �V� N

�
u � θ �

für θ R Θ � folgt daraus:

J
�
θ ��� Eu ^ ' A N A N [ ( &Mp

�
N
�
u � θ � � u� � 1	0_ (20)

Da J
�
θ � einesymmetrischeMatrix ist, ist die Bedingung,daßθ ein stabilerstation̈arer

Punktvon (18) ist, gleichbedeutenddamit,daßJ
�
θ � negativ definit ist. Leider läßtsich

dieseBedingungnicht einfachüberpr̈ufen: Zwar ist Eu ` A N A N [Ka positiv definit, wenn
dasneuronaleNetzkeineredundantenverdecktenNeuronenentḧalt.29 Damitkannjedoch
nichtnotwendigerweiseaufdieEigenschaftenvonJ

�
θ � geschlossenwerden.Eskannaber

zumindesteinenotwendigeBedingungfür die Stabilität von θ abgeleitetwerden:J
�
θ �

ist nur dannnegativ definit, wennalle Hauptdiagonalelementenegativ sind.Nun ist das
ersteElementdesVektorsθ ein absolutesGlied (vgl. Gleichung(10)), so daßeinesder
ElementedesVektors A N gleicheinsist. EinesderHauptdiagonalelementevon J

�
θ � aus

(20) ist dahergegebendurchEu &Mp
�
N
�
u � θ � � u � � 1	 .

Somit ist Eu &Mp
�
N
�
u � θ � � u � � 1	�� 0 eine notwendigeBedingungdafür, daßθ ein

stabilerstation̈arerPunktdesDif ferentialgleichungssystems(18) ist undesresultiertals
notwendigeBedingungfür die Konvergenzvonθt :

Satz3 Es sei θ ein Parametervektor, bei demrationale Preiserwartungenresultieren,
so daßN

�
u � θ �3� M

�
N
�
u � θ � � u � für alle uu � u � uo. Es bestehtnur danneinepositive

Wahrscheinlichkeitdafür, daßθt gem̈aß(17)asymptotisch gegenθ R Θ � konvergiert,wenn
Eu &Mp

�
N
�
u � θ � � u � 	b� 1 gilt.

29RedundanteverdeckteNeuronenliegenvor, wenndie unbekannteFunktionmit Hilfe von m verdeck-
tenNeuronenperfektapproximiertwerdenkann,tats̈achlichjedochn c m verdeckteNeuronenverwendet
werden.In diesemFall liegt ein Problemvor, dasdemderMultikoll ineariẗat im klassischenlinearenRe-
gressionsmodellnichtunähnlichist.LiegenredundanteverdeckteNeuronenvor, sindeinzelneElementedes
Vektors d N identisch,sodaßJ E θ F Eigenwertebesitzt,derenRealteilegleichnull sind (vgl. White (1989,
S.143)).
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Satz3 erfordert,daßder Erwartungswertder Ableitung desMarktpreisesnachder
PreiserwartungEu &Mp

�
pe

t � ut � 	 im rationalenErwartungsgleichgewicht — mit pe
t � p� �

N
�
ut � θ � — kleineralseinsist. Diesist einenotwendigeBedingungdafür, daßeinθ R Θ �

ein lokal stabilerstation̈arerPunktdesDif ferentialgleichungssystems(18) ist, alsodafür,
daßdieWahrscheinlichkeit,daßθt gem̈aß(17) für t Z ∞ gegenθ konvergiert,positiv ist.

Die in Satz3 genannteBedingungkanninhaltlich wie folgt interpretiertwerden:Der
Lernalgorithmus(17)sorgt dafür, daßimmerdann,wenndasneuronaleNetzbeigegebe-
nemut undθt einePreiserwartungN

�
ut � θt � generiert,die dentats̈achlichresultierenden

Preis(unter-) überscḧatzt, der Parametervektor so modifiziert wird, daßbei diesemut

einenunmehrgeringere(größere)Preiserwartungresultiert.Bei unverändertemut kann
einesẗandigeWiederholungdiesesVorgangsnur danndie für diesesut korrektePreiser-
wartungliefern, wennMp

�
p� � ut � � 1 gilt. Nur dannwird die Dif ferenzzwischendem

erwartetenund demtats̈achlichenPreisim Zeitablaufgeringer. Nun ist jedochut nicht
konstant,sonderneineZufallsvariable,sodaßessichauchbei derAbleitungMp

�
p�e� ut �

umeineZufallsvariablehandelt.VondahererfordertdieKonvergenzdesLernalgorithmus
(17),daßdieseStabilitätsbedingungim Erwartungswerterfüllt ist.

DieseBedingungkannrechteinfachinhaltlicherläutertwerden.Schauenwir unsdazu
die folgendeAbbildungan.

Die Abbildungzeigtdentats̈achlichenPreisin Abhängigkeitvon derPreiserwartung
bei gegebenemSchockū. Die FunktionM hat im vorliegendenFall bei der rationalen
PreiserwartungeineSteigung,die größeralsEinsist, dasheißt,die ebendargestellteBe-
dingungist nichterfüllt.

Wennnunbeispielsweisedie Preiserwartungpe
1 vorliegt, soresultiertdertats̈achliche

Preisp1, dasheißtdie Erwartungpe
1 stellt sichals zu hochheraus.Der hier unterstellte

Lernalgorithmuswird in einemsolchenFall die Gewichtesoanpassen,daßhinterherbei
diesemū eine geringerePreiserwartunggeneriertwird. Die Folge ist jedochwie man
sieht,daßsichdiePreiserwartungenvonderrationalenPreiserwartungfortbewegen.

Esist relativ leichtzuzeigen,daßdiesenotwendigeKonvergenzbedingungin unserem
vorhinbetrachtetenCobweb-Modellerfüllt ist.

Essolltebeachtetwerden,daßdie in Satz3 genannteBedingungunabḧangigdavon
ist, ob ein neuronalesNetzoderein anderesVerfahrenzumLernenderPreiserwartungs-
bildungeingesetztwird: Da die FunktionN

�
θ � ut � für alle θ R Θ � annahmegem̈aßratio-

nalePreiserwartungsbildungimpliziert, beziehtsichdieseBedingungganzallgemeinauf
die Eigenschaftender FunktionM

�
pe

t � ut � in der Umgebung desbetrachtetenrationalen
Erwartungsgleichgewichts.Somitist esletztlich von denEigenschaftendesunterstellten
Modells abḧangig,ob asymptotischrationaleErwartungsbildungerlernt werdenkann.
Beispielsweiseergibt sichfür dasin Abschnitt2.1formulierteCobweb-Modell,daß:

Mp
�
p� � u �f� � 1�

2 � 6u � 159u2 � 2 g 1 � 6u � 159u2
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Für alle u R �
0 � 1	 gilt somitMp

�
p� � u � � 0 unddie notwendigeBedingungfür die Kon-

vergenzdesLernalgorithmus(17)wird durchdasbetrachteteModell erfüllt.
SolltedieBedingungausSatz3 nichterfüllt sein,dannist esim Rahmendeshierbe-

trachtetenModellsnichtmöglich,mittelseinesneuronalenNetzesasymptotischrationale
Erwartungsbildungzu lernen.SelbstwennSatz3 erfüllt ist, folgt darausallerdingsweder
die lokaleStabilität von θ, noch,daßθt mit Sicherheitgegenθ konvergiert.Letztereser-
fordert,daßθ ein lokal stabilerstation̈arerPunktdesDif ferentialgleichungssystems(18)
ist undzudem,daßsichθt mit Wahrscheinlichkeiteinsunendlichhäufigin einerUmge-
bung diesesstation̈arenPunktesbefindet,ausder alle Trajektorienasymptotischin den
station̈arenPunktmünden.Nur unterdiesenBedingungenkonvergiert θt mit Sicherheit
gegenθ. EntsprechendehinreichendeBedingungenfür diesichereKonvergenzvonθt ge-
genein θ R Θ � könnenformuliert werden,wennder Lernalgorithmus(17) modifiziert,
dasheißtLjung (1977) folgendum einesogenannteProjektionseigenschaft(projection
facility) erweitertwird.30 Die entsprechendeProjektionstellt sicher, daßderParameter-
vektorθt denAttraktionsbereicheinesstation̈arenPunktesθ nicht verläßt,sodaßθt mit
Sicherheitgegenθ konvergiert.InhaltlichbereitetdieseProjektionseigenschaftallerdings
Probleme:Wird wie hier davon ausgegangen,daßdie FirmendenLernalgorithmusver-
wenden,umdasBildenvonPreiserwartungenzu lernen,dannsindesdieFirmen,diedie
angesprocheneProjektiondesParametervektorsvornehmen.Wie jedochbeispielsweise
Zenner(1996)bemerkt,dürfteesdenFirmenohneKenntnisdeswahrenModellsschwer-
fallen,dieseAufgabezulösen.Esseidenn,siekennendaswahreModell— dannexistiert
allerdingskeinLernproblemmehr.

5. Schlußbemerkungen

AusgangspunktdesvorliegendenPapierswardie Frage,inwieweit neuronaleNetzedazu
genutztwerdenkönnen,die Erwartungsbildungvon Firmenim Rahmeneineseinfachen,
andenCobweb-Fall angelehntenModellszu beschreiben.Zu diesemZweckwurdeeine
spezielleForm neuronalerNetze— sog.feedforwardNetzemit einerSchichtverdeckter
Neuronen— herangezogen.DieseKlasseneuronalerNetzezeichnetsichdurchweitrei-
chendeApproximationseigenschaftenaus,verfügtalsoübereinegroßeFlexibilit ät,diees
ermöglicht,verschiedensteZusammenḧangezwischenrelevantenVariablenabzubilden.

Eskonntezun̈achstanhandeinesSimulationsbeispielsgezeigtwerden,daßdieFirmen
im betrachtetenModell mittelseinessolchenneuronalenNetzeszumindestlangfristigEr-
wartungenbilden,die sichkaumvon denentsprechendenrationalenErwartungenunter-
scheiden.Letzteresist insofernbemerkenswert,alsdasBilden rationalerErwartungenin
derRegel ein außerordentlichesVorwissenderWirtschaftssubjektebez̈uglich ihrer öko-
nomischrelevantenUmwelterfordert,welchesim RahmendeshierbetrachtetenModells

30Für eineausf̈uhrlicheDiskussiondieserProjektionseigenschaftsieheMarcetundSargent(1989).
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geradenichtvorausgesetztwurde.
Da ein Simulationsbeispielkeine weitreichendenSchlußfolgerungenzuläßt,wurde

versucht,allgemeineAussagen̈uber die asymptotischenEigenschaftensolchenneuro-
nalenLernensabzuleiten.Eine besondereRolle spielt hierbei dasmit dem betrachte-
tenLernalgorithmusassozierteDif ferentialgleichungssystem,dasherangezogenwerden
kann,um die fraglichenasymptotischenEigenschaftenzu beschreiben.Die Analysedie-
sesDif ferentialgleichungssystemsermöglicht es,allgemeineBedingungenzu formulie-
ren,dieerfüllt seinmüssen,damitdieFirmenasymptotischdasBildenrationalerPreiser-
wartungenlernen.

Anzumerkenist, daßbei der formalenAnalyseneuronalerErwartungsbildungunter-
stellt wurde,dasneuronaleNetz könnedie fraglicherationaleErwartungsfunktionper-
fekt approximieren.DieseAnnahmeist gleichbedeutendmit der Annahmeeiner— im
Hinblick aufdieAnzahlderverdecktenNeuronen— korrektenSpezifikationdeszugrun-
deliegendenneuronalenNetzes.SoferndieseAnnahmenicht erfüllt ist, sinddie Firmen
auchmittelseinesneuronalenNetzesnicht in derLage,asymptotischrationaleErwartun-
genzu bilden.Allerdingskönnensiewie im betrachtetenSimulationsbeispielneuronale
Erwartungenbilden,die rationaleErwartungenhinreichendgutapproximieren.

EinehinreichendguteApproximationrationalerErwartungendurchneuronaleNetze
bedeutetaber, daßneuronaleErwartungenzumindestann̈ahernddie gleichenErgebnis-
se hervorbringenwie rationaleErwartungen— ohnedaßdie unrealistischeAnnahme
vollständigerInformationerforderlichist.
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Blien, U. / Lindner, H.-G. (1993),NeuronaleNetze— Werkzeugefür empirischeund
ökonomischeFragestellungen,Jahrb̈ucher für National̈okonomieund Statistik 212,
497-521.

Bol, G. / Nakhaeizadeh,G./ Vollmer, K.-H. (1994),Finanzmarktanwendungenneuronaler
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